CAPITULO 2. MINERIA DE DATOSESPACIALES

En este capitulo se presentan conceptos generdes y trabgos relacionados de proceso de
descubrimiento de conocimientos en bases de daos egpacides 6 mineria de datos
epacides, y £ dexriben dos metodologias para la mineria de datos en bases de datos
epacides y dos dgoritmos para mineria de daios espacides basados en técnicas de

agrupamiento.

Se destriben edtos dos dgoritmos ya que Srvieron de modeo para desarrollar nuestra
propia mineria de datos a traks de la implementacion dd dgoritmo de agrupamiento PAM
[17] para redizar mineria de daos egpacides, y d uso dd sgema SUBDUE [39] paa

redlizar mineria de datos no epacides.

2.1 Descubrimiento de conocimiento en BD espaciales.

Junas Adhikary en su aticulo [1], nos presenta una vison generd de la mineria de daos
espacides. En primer término define los conceptos bésicos dd aea, comenta la importancia
gue ha tomado la mineria de datos en la actud era de la informacion, y vidumbra futuras

drecciones. La autora dadfica los mé&odos de la mineria de daos espacides en cinco

grupos (figura2.1).
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Métodos para el
descubrimiento de
conocimiento en
base de datos
espaciales

Métodos
Métodos usando explorando
agrupamiento asociaciones
espaciales

Métodos usando
aproximacion y
agregacion

Métodos Métodos de
basados en reconocimiento
generalizacion de patrones

Figura 2.1 Méodos para €l descubrimiento de conocimiento en base de datos espaciales.

Los méodos basados en gengdizacion requieren la implementacion de jerarquiss de
conceptos, en @ caso de las base de datos espaciades edas jerarquias pueden ser teméticas 6
epacides. Una jerarquia temdtica puede ser gemplificada d generdizar mango y pifia a
frutas. Una jerarquia espacid puede s gemplificada generdizando varios puntos en un

mapa como unaregion y un grupo de regiones como un pais

Los méodos de reconocimiento de parones pueden s usados paa  redizar
reconocimientos y categorizaciones automaticas de fotografias, imagenes, y textos, entre
otros Los méodos usando agrupamiento son  utilizados para crear agrupaciones o
asociaciones de datos cuando en édos exidan nociones de Smilaidad (por gemplo,
digancia Eudidiang). Los méodos explorando asociaciones espacides permiten  descubrir
reglas de asociacion espacides, edo es reglas que asocien uno 6 méas objetos epacides

con otro U otros objetos egpacides (X & Y, donde X y Y son un conjunto de predicados
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egpacides 6 no egpacides). Los méodos que utilizan goroximacion 'y agregacion  permiten

descubrir conocimiento en base a las caracteriticas representativas del conjunto de datos.

2.2 Algoritmos de agrupamiento.

Erica Kolatch en su aticulo [18] plantea definiciones sobre datos espacides, bases de datos
espacides, mineria de datos 0 descubrimiento de conocimiento en base de datos Una de los
puntos mé dgnificativos dd aticulo es d esqguema que presanta sobre los dgoritmos de
agrupamiento (figura 2.2) y las rdaciones etre dlos. La autora agrupa los dgoritmos en
tres grupos Partitional, Hierarchical y Locality. En d primer grupo induye a los
dgoritmos que crean particiones de los datos de td forma que los objetos en una paticion
(cluser) sean mas gmilaes entre § que a otros objetos de otras paticiones. El
agrupamiento  jerarquico rediza una secuencia de operaciones de agrupamiento. Estas
pueden s redizadas de forma bottom-up 6 top-down. En @ Ultimo grupo se encuentran los
dgoritmos que agrupan objetos en base a una rdacion de ubicacion 6 locdidad. Algunos
dgoritmos de ese tipo s basan en la denddad, mientras otros asumen una didtribucion

deatoria. A continuacion se comentan los dgoritmos:

PAM [17] (Partitioning Around Medoids) usa k-medoid para identificar agrupamientos,
trabga bien en bases de daos peguefias, pero es lento en grandes. Eto origind € desarrallo
de CLARA [17]. CLARA (Clustering Large Applications) crea multiples muestras de los
datos y entonces golica PAM a la muestra Uno de los primeos dgoritmos de
agrupamiento diseflado  especificamente para base de datos espacides fue CLARANS [26],

d cud usa d méodo de agrupamiento k-medoid. CLARANS fue seguido por DBSCAN
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[8], un dgoritmo basado en la locdizacidn, dependiente de la densdad de objetos paa
crear agrupaciones. DBCLASD [43] también es un dgoritmo basado en la locdizacion,
pero permite la digribucion dedoria de los puntos. Otros dgoritmos basados en la
denddad 0 locdizacion son STING [40], una megora de DBSCAN, WaeCluger [38] y
DENCLUE [13]. BIRCH [44], CURE [12] y CLIQUE [2] son agoritmos hibridos que
hacen uso de técnicas de jerarquias y agrupacion de objetos amilares. EStos trabgos serén

descritos en més detdle en las secciones Sguientes.

Algoritmos de agrupamiento

% y
Partitional Herarchical Locality

[ 1 N [ 1

Random
| K-Medoid | | K-Means | | Bottom-Up | | Top-Down | |Den5|ty-based| | Distribution

| PAM/CLARA| | CLARANS | Grid-Based | DBSCAN || DBCLASD |
BIRCH
CURE | | DENCLUE WaveCluster | | CLIQUE |

Figura 2.2 Algoritmos de agr upamiento [18].
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2.3 Conceptos gener ales.

Los datos espacides son aguelos datos que ocupan espacio. Etos estdn sendo recopilados
continuamente por diversos tipos de gplicaciones tdes como los Sitemas de Informacion
Geogréfica y catografia computarizadas En consecuencia, € andisgs de edos datos
mediante técnicas manuades es en ocasones una tarea complicada y dificil dado d volumen
de datos. Para solucionar este problema, diversos méodos han Sdo propuestos y gplicados
para descubrir conocimiento en datos espacides, entre éstos encontramos técnicas de

gorendizge maguing, tecnologia de base de datos y estadistica

La mineria de datos, en términos generdes, es la blsqueda de patrones que pudiesen exidtir
en bases de datos [26]. Mineria de datos egpacides es d descubrimiento de conocimiento
implicito y previamente desconocido en base de daios espacides [9]. El conocimiento a ser
decubierto en los daos egpacides puede ser de vaios tipos, como caracteridticas
representetivas, edructuras 0 agrupamientos, asociaciones  epacides,  solamente  por

mencionar dgunos

Los méodos de mineria de datos eypacides son golicados para extraer  conocimiento
interesante y regular. Estos méodos pueden ser usados para entender los datos espaciaes,
descubrir relaciones entre datos espacides y no espacides, reorganizar los datos en bases

de datos espacides y determinar sus caracterigticas generades de manerasimple y concisa



2.4 Méodos para d descubrimiento de conocimiento en base de datos
espaciales.
Los datos geogréficos en generd contienen datos temédticos y espacides [1]. Los datos

teméticos son datos dfanuméricos relacionados a objetos egpacides. Los datos espacides,

por otro lado, se describen usando dos diferentes propiedades: geometriay topologia

De acuerdo a [1], las propiedades geométricas pueden s la locdizacion espacid y tamafio;
mientras que gemplos de propiedades topoldgicas pueden ser “adyacente @ (6 objeto A
esta a la derecha dd objeto B) e “indudén” (d objeto A et induido en d objeto B). De
esta manera los méodos para @ descubrimiento de conocimiento pueden enfocarse en las

propiedades teméticas y/o egpacides de los objetos geoméricos en una base de datos

espaciaes.

2.4.1 Descubrimiento de conocimiento basado en generalizacion.
Uno de los méodos dfectivos para € descubrimiento de conocimiento ha sdo d
gorendizge a patir de técnicas de muestreo y generdizacion. Fue introducido por la
comunidad de gorendizge méguina y ha ddo empleado en dgoritmos de ede tipo [23].
Ege enfoque no ha sdo directamente empleado en las bases de daos espacides por las
razones sguientes [1]:

?? Losdgoritmaos son exponencides en d nimero de muestras.

?? No mangan de manera efectiva lainconsgstencia en los datos.



El descubrimiento de conocimiento basado en la generdizadon requiere  jerarquiss de
conceptos. En @ caso de las bases de daos egpacides s pueden mangar dos tipos,
temdticos y egpacides Un gemplo dd primer tipo es la jerarquia que establece que mango
y pera pueden ser generdizados a frutas, en d segundo caso se podrian generdizar ciertos

puntos geogréficos como region o zona

2.4.2 M éodos usando agrupamiento.

Bl andiss de clusters es una ama de la edadidtica; la principd ventga de usxr edta técnica
es la factibilidad de encontrar agrupamientos (clusters) directamente en los datos Sn usar
ningln conocimiento previo, Smilar d gorendizge no supevisado usado en d gorendizge
méquina. Por td moativo, es factible su uso en los procesos de mineria de datos espacides

[26].

Sn embargo, tomar edas técnicas e integralas a los dgoritmos de mineria de datos no
sempre produce resultados satifactorios. Para que las técnicas de andisis de clusters sean
efidentes debe exidir dgin tipo de smilitud entre los daios Diversos investigadores
proponen U USD en daos egpacides ya que en édos, exigen nociones de smilitud, td

como la diganciaEuclidiana o Manhattan.

A continuacion s presentan los dgoritmos de agrupamiento PAM y CLARA desarrollados

por Kaufman y Rousseeuw [17] y  CLARANS desarrdllado por Ng y Han [26] basado en

los dos primeros.

24



2.4.2.1 PAM (Partitioning Around Medoids).

Para encontrar k clusters (agrupamientos), € moddo PAM deemina un objeto
representativo para cada cluster. Este objeto representativo, llamado medoid, es d que se
encuentra locdizado més d centro dentro ded cluster. Una vez que los medoids han sdo
sdeccionados, cada objeto no sdeccionado es agrupado con d medoid d cud es mas
dmila. Mé&s preciso, § O; es un objeto no sdeccionedo, y G es un medoid (objeto
Seccionado), se dice que O petenece d cluster representado por O, s d(G0) =
Minyed(G;,0:), donde la notacidn mnee denota @ minimo obre todos los medoids O, ¥ la
notacion d(Oa,O) denota la dismilaridad o digancia entre los objetos Oa y Oyb. Todos los

vaores de dismilaridad son dados como datos de entradad PAM.

Para encontrar los k medoids, PAM comienza con una sdeccion arbitraria de k objetos. En
cada iteracion, un intercambio entre un objeto sdeccionado G y un objeto no sdeccionado
O, es redizado, § y s0lo 4, d intercambio resulta en un incremento de la cdidad dd
agrupamiento (clustering). En particular, para cdcular d efecto de intercambio entre Oj y
On, PAM cdcula @ cogo Cjin para todos los objetos no sdeccionados O;. Dependiendo en
cud de los sguientes casos se encuentre G, Ciin es definido por una de las ecuaciones

sguientes

Caso 1. Suponiendo que O; pertenece actudmente a cluster representado por G, Ademés

asumiendo que Q es més smilar a ;2 quea Oy, (d(G,0n) ? d(O,G2), donde O es €

segundo medoid més smilar a Oj. Entonces, s O; es reemplazado por On como un medoid,
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O perteneceria d cluster representado por O;». De esta manera @ costo ddl intercambio es
dado por:

Ciih = d(0;,0;2) —d(0;,0)

Eda ecuacion sempre da un vaor no negaivo Gy, indicando gque no exise un coso
negativo incurrido d reemplazar O por On. Un gemplo es modrado en la figura 2.3.

Supongamos qued(0;,0; 2) =6y d(G;,01) = 2, entonces d vaor Gin =6 -2=4.

Figura23 Célculo deGiin, caso 1.

Caso 2. O pertenece actudmente d cluster representando por Oi. Pero esta vez, O es
menos smilar a O; > que a Oy, (d(0;,0n) < d(G,0;2). Entonces, s O; es reemplazado por O,
Q perteneceriad cluster representado por O,. De estamanera el costo es dado por:

Gih = d(G;,0n) —d(G,,0)

A diferencia de la ecuecion en @ cao 1, Cjn puede ser postivo 0 negdivo, dependiendo s
Q es més dmilar a O, 6 a On. Un gemplo es modirado en la figura 2.4. Supongamos que O
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es més dmilar a G;, d(0;,0n) =6y d(O,0) = 2, ettonces d vdor Cijn = 6—2=4. Por d
contrario s O; fuese més smilar a Oy, d(G,0r) =1y d(G,0) = 2, entonces d vaor Ginh =1

-2=-1

Figura 2.4 Calculo deGjin, caso 2.

Caso 3: Suponiendo que O; pertenece actuamente a un cluster diferente a representado
por Q. Ademés, asumiendo que O;» es € objeto representativo de ese cluster y O; es més
dmilar a G2 que a On. Entonces ain s O; es reemplazado por On, O permaneceria en
cluster representado por O;». De estamanera el costo es:

Cin=0

Un gemplo es modrado en la figura 2.5. Supongamos que d(0;,0;2) = 2, d(G,0) =6y

d(G,,0n) = 8, entonces d vador Cji, =0.
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Figura 2.5 Célculo deGjjh, caso 3.

Caso 4: Q pertenece actudmente a cluster representado por O; 2. Pero O; es menos smilar
a Q2 que a O, Entonces reemplazando O por O, causaria que O; sdtara a cluster
representado por Oy, desde d cluster G . De estamanerad cogto es dado por:

Cjin=d(3,0r) —d(0;,0,2)

Ege codo dempre es negaivo. Un gemplo es modtrado en la figura 2.6. Supongamos que

d(G;,0,) =2y d(Oj,Oj,z) = 8, entonces d vaor Cih=2-8=-6.

Figura 2.6 Célculo deGj,, caso 4.
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Combinando los cuetro casos, € cogo totd de reemplazar O; por Oy, es dado por:

TCh =7 Ciin

J

Algoritmo:

1 Sdeccionar k objetos representativos de forma aegtoria

2. Cdcular TGy, para todos los pares de objetos G,0, donde O; etd actuamente
sdeccionado, y O, nolo eta

3 Sdeccionar d pa 0,0, d cud corresponde a Mingion TGh. S d minmo TGy
€s negativo, reemplazar O; por Oy, y regresar d paso (2).

4, De lo contraio, para cada objeto no sdeccionado, encontrar & objeto
representativo méas smilar.

5. Terminar.

2.4.2.2 CLARA (Clugtering LARge Applications).

La diferencia entre PAM y CLARA es que d sgundo s basa en muedreos. Solo una
pequefia porcion de los datos totdes es sdeccionada como representativa de los datos y los
medoids son escogidos de la muedra usando PAM. La intuicion es que 9 la muestra es
sdeccionada de manera degtoria, entonces es representativa dd conjunto totd de datos, y
los objetos representativos escogidos (medoids), serén Smilares td y como 9 hubieran Sdo
escogidos dd conjunto totd de datos A continuacion se presenta @ dgoritmo CLARA con

N muestras de tamafio t;



Algoritmo:

Parai = 1 hagtan, repetir los Sguientes pasos:

Sdeccionar una muestra de t objetos de forma dedtoria dd conjunto tota de
datos, y llamar d dgoritmo PAM para encontrar k medoids de la muestra.

Para cada objeto O; dd conjunto tota de datos, determinar cud de los k medoids
esd massmilar a0,.

Cdcular la didmilaidad promedio dd agrupamiento obtenido en d pao
anterior. S ese vador es menor d minimo actud, usar este vaor como €
minimo actud y retener los k medoids encontrados en @ paso (2) como d meor
conjunto de medoids obtenidos.

Retornar d paso (1) para comenzar laproximaiteracion.

2.4.2.3 CLARANS (Clugtering Large Applications based upon RANdomized Search).

Es una mezda de PAM y CLARA. Las bisguedas las rediza sobre un subconjunto del

conjunto de datos y no se confina a ninguna muesra. Mientras CLARA tiene una muestra

fija en cada etgpa de la bisqueda, CLARANS forma una muestra degtoria en cada etapa de

la blsqueda

Algoritmo:

1

Dar como datos de entrada los parametros numlocal y maxneighbor. Inicidizar i
al,y mincost aun nimero mayor.
Establecer current aun nodo arbitrario en G, .

Establecerj al.



4, Condderar un vecino deatorio S de current, y basado en la ecuacion (5),
cacular & codo diferencid delos 2 nodos.

5. S Stiene un costo menor, establecer current a S eir a paso (3).

6. Delo contrario, incrementar j en 1. S j ? maxneighbor, ir d paso (4).

7. De lo contrario, cuando | > maxneighbor, comparar @ costo de current con
mincost. S éte es menor a mincos, establecer mincost d codto de current, y
establecer bestnode a current.

8. Incrementar i en 1. S i > numlocal, d resultado es bestnode y terminar. De lo

contrario, ir d paso (2).

2.5 Mineria de datos espaciales basada en algoritmos de agr upamiento.

En ede gpatado se presentan dos dgoritmos de mineria de datos espacides desarrollados
por Kaufman y Rousseeuw [17]: Spatial Dominant Approach, SD (CLARANS), y Non
Satial Dominant Approach, NSD (CLARANS). Ambos dgoritmos s basan en d
dgoiitmo de agrupamiento CLARANS, sn embargo, también es podble emplearlos con

base en los dgoritmos PAM y CLARA.

2.5.1 Spatial Dominant Approach: SD(CLARANS).

Hay diferentes enfoques para la mineria de daos espacides Una base de datos espacid
conda de aributos espacides y no epacides, los aributos no espacides son amacenados

en reaciones. E enfoque gened que aqui = plantea es d uso de dgoritmos de

31



agrupamiento para trabga con los aributos egpacides y d empleo de otras herramientas

de gprendizge destinadas a los datos no espacides.

En d moddo origind de SD y NSD, ambos dgoritmos hacen uso de una herramienta
denominada DBLEARN [6] para mineria de datos con atributos no espacides. Sus datos de
entrada on datos reaciondes, jerarquias de gengdizacion para los aributos 'y una
conallta de gorendizge especificando los objetivos de la tarea de mineria a implementar. A
patir de <olicitud de gorendizge, DBLEARN primero extrae un conjunto de tuplas
relevantes. Pogteriormente basados en las jerarquias de generdizacion de los aributos, de

formaiterativa generdizalas tuplas.

Algoritmao:

1 Dada una <olictud de gorendizge, encontrar € conjunto inicdd de tuplas
relevantes.

2. Aplicar CLARANS a los aributos espacides paa encontrar d nimero més
natural Knat de clusters.

3 Para cada uno delosKn: cluster s obtenidos
a. Agrupar los componentes no especides de las tuplas induides en d cluster

actud.

b. Aplicar DBLEARN a esta coleccion de componentes no espacides.



2.5.2 Non-Spatial Dominant Approach: NSD(CLARANS).

Los dgoritmos dominantes espacides, tdes como SD (CLARANS), pueden verse como
centrados asméricamente en @ descubrimiento de caracteridicas no espacides de clusters
egpecides. Los dgoritmos dominantes no espacides, por € contraio, s centran en €
descubrimiento de  clusters espacides exisgentes en grupos de datos no espacides. Por
gemplo, edos dgoritmos pueden lograr descubrimientos basados en @ agrupamiento o

distribucion espacidl.

Més especificamente, a diferenda de los adgoritmos dominantes espacides, los agoritmos
dominantes no egadides primero  golican genadizacidn no  epacid, Yy después

agrupamiento espacial.

Algoritmo:

1 Dado una olidtud de gorendizge, encuentra € conjunto inidd de tuplas
relevantes.

2 Aplicar DBLEARN a los atributos no espacides, hasta que d nimeo find de
tuplas generdizadas se encuentre bgo un cierto umbrd.

3. Para cadatupla generdizada obtenida
a. Agrupar los componentes espaciades de las tuplas representadas por la tupla

generdizada actud.

b. Aplicar CLARANS para encontrar d nimero més naturd K,5; declusters.



4, Para todos los clusters obtenidos, revisar 9 exigen clusters que se intersectan o
sobreponen. S este es d caso, tdes clusters pueden ser agrupados. Eto provoca

gue las correspondientes tuplas generaizadas sean combinadas.

En ede capitulo se presentaron conceptos generdes de la mineria de datos espacides y
trabgos reacionados Se explicaon los dgoritmos de agrupamiento PAM, CLARA y
CLARANS, a como los dgoritmos de mineria basados en agrupamiento SD y NSD. En
este proyedo, PAM es utilizado para aplicar mineria de datos egpacides En d capitulo
dguiente £ explicaa d dgema SUBDUE, utilizado paa golicar mineria de daos no

espaciaes.



